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Sažetak 
 

Mrežni pristup predstavlja novu paradigmu u proučavanju odnosa između psiholoških konstrukata 

i manifestnih varijabli. Prema tome pristupu varijable tvore autonomni dinamički sustav, a konstrukt 

se ne promatra kao njihov uzrok, već kao rezultat njihove kompleksne međusobne interakcije. 

Analitički se taj pristup zasniva na metodi mrežne analize koja modelira varijable kao čvorove 

povezane skupom bridova. Ovaj rad predstavlja svojevrsni pregled skupa postupaka u mrežnoj 

analizi, odnosno nudi njihovo pojašnjenje te njihovu praktičnu primjenu na dvama različitim 

setovima podataka. Prvi set podataka predstavlja rezultate na upitniku DASS-21 (N = 1016) i u 

okviru njega demonstrirani su procjena parametara mreže, izračun mjera centralnosti čvorova, 

identifikacija klastera u mreži te provjera stabilnosti parametara. Rezultati pokazuju da najveću 

centralnost imaju čestica depresivnosti Osjetio/la sam kao da se nemam čemu radovati, čestica 

anksioznosti Osjetio/la sam da sam blizu panici i čestica stresa Osjećao/la sam se jako nervozno. 

Čvorovi mreže očekivano su se grupirali u tri klastera koji sadržajno reprezentiraju Depresivnost, 

Anksioznost i Stres. Analize stabilnosti pokazale su ograničenu stabilnost bridova, dok je stabilnost 

centralnosti čvorova ovisila o korištenoj mjeri. U drugome istraživanju, koje sadrži podatke o 

stavovima adolescenata prema izgledu vlastitoga tijela, prikazan je Test usporedbe mreža 

usporedbom mreže adolescenata (n = 524) i adolescentica (n = 763). Rezultati pokazuju da se dvije 

mreže komponenata stava o izgledu vlastitoga tijela ne razlikuju supstancijalno.  

 

Ključne riječi: mrežni pristup, mrežna analiza, čvorovi, bridovi, mjere centralnosti 
 

 

 
Uvod 

 

Od samih je začetaka psihologije kao znanosti jedno od temeljnih pitanja koje 

se nameće u psihologijskim istraživanjima pitanje mjerenja, odnosno pitanje odnosa 

teorijskih psiholoških konstrukata, poput ekstraverzije, i opažljivih varijabli, kao što 

su, primjerice, pričljivost ili lako sklapanje prijateljstava. Trenutno postoje dva 
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dominantna modela kojima se nastoji objasniti ta veza (Edwards i Bagozzi, 2000). 

Prema formativnome modelu opaženi indikatori „formiraju“ konstrukt, odnosno on 

se modelira kao funkcija tih indikatora. Pritom se pretpostavlja da različiti indikatori 

zahvaćaju različite aspekte konstrukta. Primjer je toga modela analiza glavnih 

komponenti (Schmittmann i sur., 2013). S druge strane, reflektivni model postulira 

da je teorijski konstrukt zajednički uzrok opaženim varijablama, odnosno one se 

modeliraju kao funkcija zajedničke latentne varijable i varijance pogreške. Za te 

modele vrijedi pretpostavka o lokalnoj neovisnosti, odnosno smatra se da su 

korelacije među opaženim indikatorima posljedica isključivo njihova zajedničkog 

uzroka. Primjer su toga modela konfirmatorna faktorska analiza (Edwards i Bagozzi, 

2000) te različiti modeli teorije odgovora na zadatke (engl. Item Response Theory, 

IRT; Birnbaum, 1968; Rasch, 1960; Samejima, 1969; sve prema Schmittmann i sur., 

2013).  

U posljednjih se nekoliko godina u psihologiji kao nov konceptualni, ali i 

analitički pristup pojavljuje mrežni model (Borsboom, 2008; Borsboom i Cramer, 

2013; Schmittmann i sur., 2013), ponajprije kako bi odgovorio na problem 

kompleksnosti fenomena koje psihologijska istraživanja proučavaju. Umjesto 

potrage za neopažljivim teorijskim konstruktom, gdje su opažene varijable tek 

pasivni indikatori latentne varijable, taj pristup predlaže izravno proučavanje veza 

među samim manifestnim varijablama koje predstavljaju autonomni dinamički 

sustav. Psihološki konstrukt stoga je radije konceptualiziran kao kompleksna mreža 

međusobno povezanih varijabli nego kao nadređeni entitet koji te varijable uzrokuje 

(Schmittmann i sur., 2013).  

Mrežni pristup kao teorijska paradigma zasniva se na relativno novoj metodi 

mrežne analize (v. Costantini i sur., 2019; Epskamp, Borsboom i sur., 2018; 

Epskamp i sur., 2012; Epskamp i Fried, 2018). Riječ je o skupu postupaka koji 

omogućuju vizualizaciju kompleksnih odnosa među varijablama modelirajući ih kao 

čvorove (engl. node) koji su u mreži povezani bridovima (engl. edge). Na tako 

dobivenome grafičkom prikazu boja brida predstavlja smjer povezanosti (zelena boja 

upućuje na pozitivnu, a crvena na negativnu povezanost varijabli), dok debljina brida 

govori o snazi povezanosti (Epskamp i sur., 2012). Osim vizualizacije, moguće je 

odrediti i koje varijable zauzimaju centralnu, a koje više perifernu poziciju u mreži, 

kao i kako se varijable grupiraju u klastere. Konačno, razvijene su i metode za 

provjeru stabilnosti dobivene mrežne strukture (Epskamp, Borsboom i sur., 2018) te 

metode za usporedbu mreža različitih skupina sudionika (Van Borkulo i sur., 2016). 

 

Povijest razvoja 
 

Mrežni se pristup primarno razvio u području kliničke psihologije, no kasnije 

pronalazi svoju primjenu i u drugim područjima psihologije. U radu koji je postavio 

konceptualne temelje tome pristupu Borsboom (2008) argumentira da se 

dijagnostički pristup, koji se primjenjuje u području medicine da bi pojasnio 

zajedničku pojavu skupine simptoma, a koji je psihometrijski zasnovan na 
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reflektivnome modelu, ne može adekvatno primijeniti na psihičke poremećaje. Za 

razliku od, primjerice, tumora, gdje su simptomi povezani isključivo zbog 

zajedničkoga uzroka u podlozi i gdje je ih moguće odvojiti od samoga poremećaja, 

psihički poremećaji nisu jasno odvojivi od svojih simptoma. Konkretno, osoba ne 

može dobiti dijagnozu depresije ako ne pokazuje simptome sniženoga raspoloženja 

i/ili gubitka interesa (Nuijten i sur., 2016). Također, upitno je u kojoj mjeri vrijedi 

pretpostavka o lokalnoj neovisnosti, odnosno koliko se povezanost dvaju simptoma 

može pripisati isključivo poremećaju u podlozi. Na primjer, gotovo je sigurno da 

depresija ne može u potpunosti objasniti korelaciju simptoma umora i nesanice 

(Cramer i sur., 2010). Mrežni pristup pojavio se, stoga, kao alternativa dominantnoj 

perspektivi zajedničkoga uzroka. Budući da predlaže proučavanje izravnih veza 

među simptomima umjesto njihova agregiranja u ukupni rezultat, otvara mogućnost 

određivanja centralnosti pojedinih simptoma u mreži određenoga poremećaja. 

Dosadašnja su istraživanja proučavala diferencijalnu centralnost simptoma 

depresivnoga poremećaja (Beard i sur., 2016; Boschloo i sur., 2016; Cramer i sur., 

2010; Fried i sur., 2016), posttraumatskoga stresnog poremećaja (Armour i sur., 

2017; Fried i sur., 2018; McNally i sur., 2015), generaliziranoga anksioznog 

poremećaja (Beard i sur., 2016; Cramer i sur., 2010), poremećaja hranjenja (Forbush 

i sur., 2016; Forrest i sur., 2018; Olatunji i sur., 2018; Rodgers i sur., 2018; Wang i 

sur., 2019), poremećaja ličnosti (Preszler i sur., 2018; Richetin i sur., 2017; 

Southward i Cheavens, 2018; Tsang i Salekin, 2019; Verschuere i sur., 2018) itd.  

Osim toga, pristup nudi i novo gledište na komorbiditet, odnosno istodobnu 

pojavu više poremećaja. Umjesto proučavanja izravne povezanosti dviju 

kompozitnih mjera namijenjenih mjerenju dvaju poremećaja predlaže analizu veza 

među samim simptomima bez prethodne pretpostavke da su oni uzrokovani 

određenim psihičkim poremećajem. Premda su simptomi istoga poremećaja jače 

povezani, dok među simptomima različitih poremećaja ima manje veza i one su 

slabije, postoje određeni simptomi koji podjednako koreliraju sa simptomima i 

jednoga i drugog poremećaja (tzv. premosni simptomi), a koji bi u teoriji mogli 

objasniti pojavu komorbidnoga stanja (Cramer i sur., 2010). Neka su od dosadašnjih 

istraživanja proučavala, primjerice, komorbiditet depresije i različitih anksioznih 

poremećaja – generaliziranoga anksioznog poremećaja (Beard i sur., 2016; Cramer i 

sur., 2010), posttraumatskoga stresnog poremećaja (Afzali i sur., 2017) te opsesivno-

kompulzivnoga poremećaja (Jones i sur., 2018; McNally i sur., 2017).  

Intuitivnost toga pristupa jako je brzo stekla popularnost i u drugim područjima 

osim kliničke psihologije. Ideja da psihološki konstrukt nastaje iz interakcije 

različitih afektivnih, kognitivnih i bihevioralnih komponenti primijenjena je u 

području psihologije ličnosti za objašnjenje osobina poput ekstraverzije ili 

savjesnosti (Cramer i sur., 2012). Dosadašnja su istraživanja proučavala mrežu 

čestica osobina petfaktorskoga modela (Cramer i sur., 2012) te modela HEXACO 

(Costantini, 2014). Pristup daje i novi smisao istraživanjima iz bihevioralne genetike. 

Točnije, pojašnjava moguće razloge pojavljivanja problema nedostajuće 
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heritabilnosti (engl. missing heritability), odnosno nesklada između procjene 

umjereno visokoga indeksa heritabilnosti i nemogućnosti identifikacije odgovornih 

genetskih polimorfizama (Cramer i sur., 2012), kako za psihičke poremećaje, tako i 

za osobine ličnosti. Budući da se genetska istraživanja u najvećoj mjeri zasnivaju na 

reflektivnome modelu, ona nastoje povezati genetske polimorfizme sa sumom svih 

simptoma, odnosno sumom svih komponenata jedne dimenzije ličnosti. S druge 

strane, mrežna perspektiva predlaže da su same veze među čvorovima mreže pod 

genetskim utjecajem te da su različiti čvorovi i njihove povezanosti najvjerojatnije 

pod utjecajem različitih gena (Cramer i sur., 2011; Cramer i sur., 2012). Konačno, u 

području socijalne psihologije mrežni je pristup korišten za konceptualizaciju 

stavova kao uzročno povezanih evaluativnih reakcija (vjerovanja, osjećaja i 

ponašanja prema objektu stava; Dalege i sur., 2016). U proučavanju stavova gušće 

povezana mreža upućuje na veću otpornost stava na promjenu, kao i na veću 

vjerojatnost njegova iskazivanja u ponašanju (primjerice, pri donošenju odluka; 

Dalege i sur., 2019). Pritom su centralniji čvorovi one komponente koje imaju 

najveći utjecaj na ponašanje (Dalege, Borsboom, van Harreveld, Waldorp i sur., 

2017) te predstavljaju najbolju metu za persuaziju (Dalege, Borsboom, van 

Harreveld i sur., 2017).  

Cilj je ovoga rada prikazati osnovne postupke relativno nove metode mrežne 

analize na dvama nezavisnim skupovima podataka, pri čemu prvi potječe iz područja 

kliničke psihologije, a drugi iz područja socijalne psihologije. Premda će neke 

metode biti prikazane u prvome, a neke u drugome primjeru, svi opisani postupci 

mogu pronaći svoju primjenu u različitim područjima. Također je potrebno naglasiti 

da se ovaj rad bavi prikazom samo jednoga dijela mrežnih modela. Konkretno, riječ 

je o modelu koji se primjenjuje na podacima prikupljenima u jednoj vremenskoj 

točki i odmjerenima na ordinalnoj ili intervalnoj skali. O modelima koji koriste 

binarne varijable ili longitudinalni nacrt više se može pročitati drugdje (David i sur., 

2018; Epskamp, Maris i sur., 2017; Epskamp, Waldorp i sur., 2018; Waldorp i sur., 

2014). Sve su analize provedene u programskome jeziku R (verzija 3.5.2.) 

korištenjem paketa qgraph (Epskamp i sur., 2012), igraph (Csárdi i Nepusz, 2006), 

bootnet (Epskamp, 2019) i NetworkComparisonTest (Van Borkulo, 2019). 

 

 

Istraživanje 1. 

 

Na temelju podataka iz prvoga istraživanja bit će ilustrirani postupci procjene 

parametara mreže, izračuna mjera centralnosti, identifikacije klastera u mreži te na 

kraju i metode procjene stabilnosti dobivenih rezultata. 
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Metoda 

Sudionici 

 

Podaci korišteni u ovome primjeru u prikupljeni su u svrhu izrade diplomskog 

rada autorice. Riječ je o rezultatima na upitniku DASS-21 (engl. Depression Anxiety 

Stress Scale; Lovibond i Lovibond, 1995) dobiveni na 1016 sudionika u dobnome 

rasponu između 22 i 84 godine (M = 31.03; SD = 10.21), od čega je bilo 69.1 % žena 

(n = 702). Zbog određenih ograničenja koja su bila postavljena za sudjelovanje u 

originalnome istraživanju sudionici većinom nisu bili studenti (63 %), a najveći je 

broj njih imao završen visok stupanj fakultetskoga obrazovanja (30.2 % diplomski 

studij, 6.7 % poslijediplomski studij). Prikupljanje podataka vršilo se pomoću online-

ankete metodom snježne grude (lančanim prosljeđivanjem pojedinim osobama) te 

podjelom na društvenim mrežama (Facebook, Reddit), a trajalo je od ožujka do 

svibnja 2018. godine. Istraživanje je bilo dobrovoljno i anonimno te sudionici nisu 

dobili nikakvu naknadu za sudjelovanje.  

 

Mjerni instrumenti  

 

Kao mjera depresivnosti, anksioznosti i stresa korišten je upitnik DASS-21 

(engl. Depression Anxiety Stress Scale; Antony i sur., 1998; Henry i Crawford, 2005; 

Lovibond i Lovibond, 1995). Riječ je o kratkoj skali u kojoj se od sudionika traži da 

procijene u kojoj su mjeri doživljavali simptome depresivnosti (npr. Osjetio/la sam 

kao da život nema smisla), anksioznosti (npr. Bio/la sam uplašen/a bez opravdanoga 

razloga) i stresa (npr. Bilo mi je teško opustiti se) u posljednjih tjedan dana na skali 

od četiri stupnja (0 – Uopće se nije odnosilo na mene, 3 – Gotovo u potpunosti ili 

većinu vremena se odnosilo na mene). Ukupni rezultat formiran je kao jednostavna 

linearna kombinacija svih čestica upitnika, pri čemu viši rezultat ukazuje na veću 

izraženost simptoma. Upitnik se sastoji od 21 čestice te se teorijski raspon odgovora 

kretao od 0 do 63, dok je vrijednost Cronbachova alfa koeficijenta, kao i u 

prijašnjemu istraživanju (Henry i Crawford, 2005), iznosila .93. 

 

Procjena parametara  

 

Kako bismo provjerili mrežnu strukturu simptoma koje mjeri upitnik DASS-21, 

izrađena je mreža s česticama upitnika kao čvorovima, dok su bridove predstavljale 

njihove parcijalne korelacije. Mreže parcijalnih korelacija, poznate i pod nazivom 

Gaussian graphical models (GGMs), pripadaju široj skupini statističkih modela 

zvanih Markovljeva slučajna polja (engl. pairwise Markov random fields; PMRF) 

koji se zasnivaju na uvjetnoj nezavisnosti. Naime, prisutnost brida u tako dobivenoj 

mreži označava da dva čvora nisu nezavisna kada se kontrolira njihova povezanost s 

preostalim čvorovima u mreži (Epskamp i Fried, 2018). Točnije, mreža zapravo 

predstavlja multipli linearni regresijski model u kojemu se svaki od čvorova predviđa 
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na temelju svih preostalih čvorova (Fried i Cramer, 2017). Premda čvorovi u mreži 

mogu predstavljati i skalne rezultate ili faktore, često se, kao i u ovome slučaju, kao 

čvorovi koriste same čestice upitnika. Stoga su kao ulazne varijable za analizu 

uobičajeno korištene polihoričke korelacije — one služe za procjenu povezanosti 

varijabli za koje se pretpostavlja da su inače kontinuirane i normalno distribuirane, 

ali su odmjerene na ordinalnoj skali (Beard i sur., 2016). Usto, korištenje samih 

čestica kao čvorova često vodi problematičnomu omjeru veličine uzorka i broja 

parametara koje je potrebno procijeniti. Parametri koji se procjenjuju u mreži 

međusobne su korelacije n čvorova (n(n-1)/2) te njihove autokorelacije (n), odnosno 

21 čvor zahtijeva procjenu 231 parametra, a Fried i Cramer (2017) nalažu da 

minimalni omjer podrazumijeva barem tri sudionika po parametru. Budući da je u 

psihologijskim istraživanjima veličina uzorka često ograničena, preporuka je 

prilikom provedbe mrežne analize smanjiti broj procjenjivanih parametara 

korištenjem nekoga oblika regularizacije. Česta je upotreba metode regularizacije 

graphical LASSO (engl. Least Absolute Shrinkage and Selection Operator) koja 

ograničava sumu apsolutnih vrijednosti parametara te posljedično marginalne 

parametre svodi na nulu i isključuje ih iz modela (više o implementaciji v. u Epskamp 

i Fried, 2018). Korištenje regularizacije minimalizira pojavu lažno pozitivnih 

bridova te tipično rezultira boljom stabilnošću i interpretabilnijom mrežnom 

strukturom (Epskamp, Kruis i sur., 2017).  

Mjere centralnosti 

Jedna je od prednosti mrežne analize kao analitičkoga postupka mogućnost 

određivanja centralnosti pojedinih čvorova u mreži. Nekoliko je najčešće korištenih 

mjera centralnosti, a one se temelje na najkraćoj dužini puta (engl. shortest path 

length, SPL), odnosno minimalnome broju bridova koji je potrebno prijeći da bi se 

došlo od jednoga do drugog čvora (Borsboom i Cramer, 2013). SPL je u ponderiranoj 

mreži baziran na Dijkstrinom algoritmu koji minimalizira recipročnu vrijednost 

udaljenosti između dvaju čvorova, pri čemu se pri izračunu udaljenosti u obzir mogu 

uzeti i broj bridova koje čvorovi dijele i ponderi tih bridova (Opsahl i sur., 2010). 

Prva se mjera centralnosti naziva stupanj čvora (engl. node degree) i ona predstavlja 

broj čvorova s kojima je neki čvor izravno povezan. U  ponderiranim se mrežama ta 

mjera naziva snaga čvora (engl. node strength) i u osnovi predstavlja sumu 

apsolutnih vrijednosti pondera izravnih veza (Opsahl i sur., 2010). Slična je 

prethodnoj mjera očekivanoga utjecaja (engl. node expected influence) koja sumira 

vrijednosti pondera koje neki čvor izravno dijeli s ostalima, no za razliku od snage, 

u obzir uzima i predznak njihovih vrijednosti te se njezino korištenje preporučuje

kada mreža sadrži i negativne korelacije (Robinaugh i sur., 2016). Nadalje,

centralnost blizine (engl. closeness centrality) predstavlja recipročnu vrijednost sume

svih najkraćih dužina puta između nekoga čvora i svih ostalih čvorova u mreži,

odnosno ona odgovara na pitanje koliko brzo taj čvor može „doći“ do ostalih.

Konačno, centralnost međusobnosti (engl. betweenness centrality) govori nam
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koliko puta neki čvor leži na najkraćemu putu između drugih dvaju čvorova, odnosno 

ona predstavlja potencijalnu premosnicu između tih čvorova (Opsahl i sur., 2010). 

Identifikacija klastera 

Osim centralnosti pojedinih čvorova, može nas zanimati i na koji se način ti 

čvorovi grupiraju u mreži. U tu se svrhu uobičajeno koristi tzv. algoritam spinglass 

koji pronalazi klastere tako da broj i ponderirana snaga bridova unutar klastera budu 

veći od broja i snage bridova među čvorovima različitih klastera (Heeren i McNally, 

2016). Budući da je taj algoritam po prirodi nedeterministički, odnosno rezultati se 

mogu razlikovati u više iteracija (Werner, 2018), u ovome je radu izabrano 

najstabilnije rješenje dobiveno u 1000 različitih iteracija.  

Stabilnost mreže 

Konačno, budući da mrežna analiza, kako je već rečeno, zahtijeva procjenu jako 

velikoga broja parametara, vrlo je važno ispitati koliko su dobiveni rezultati stabilni, 

odnosno koliko je vjerojatno da bi se replicirali na novome uzorku. Epskamp i 

suradnici (2018) predložili su metode za procjenu stabilnosti samih bridova, kao i 

mjera centralnosti. Kad je riječ o snazi bridova, metodom bootstrap ponavljano se 

procjenjuje mreža na temelju uzorkovanih ili simuliranih podataka te je moguće 

dobiti intervale pouzdanosti oko bridova. Na temelju rezultata možemo primijetiti 

koliko su dobiveni intervali široki, kao i postoje li preklapanja intervala različitih 

bridova. Međutim, bitno je napomenuti da u slučaju korištenja regularizacije taj test 

ne bi smio služiti ispitivanju razlikuje li se brid značajno od nule jer sama činjenica 

da brid prilikom regularizacije nije sveden na nulu upućuje na to da je on dovoljno 

jak da bude uključen u model. S druge strane, za ispitivanje stabilnosti određene 

mjere centralnosti provodi se test koji provjerava ostaje li poredak mjere centralnosti 

čvorova isti kad se mreža procjenjuje sa sve manjim i manjim N-om (engl. m out of 

n bootstrap). Konačni je rezultat toga testa tzv. koeficijent stabilnosti korelacije 

(engl. correlation stability coefficient) koji predstavlja maksimalnu proporciju 

ispitanika koja se može isključiti, a da s 95 % sigurnosti možemo reći da je korelacija 

originalnih mjera centralnosti i onih dobivenih na manjemu uzorku .70 ili viša. 

Preporučuje se da taj koeficijent ne bude ispod .25, a poželjno bi bilo da je iznad .50 

(Epskamp i sur., 2018).  

Rezultati i rasprava 

Slika 1. prikazuje procijenjenu mrežu čestica upitnika DASS-21 u kojoj su 

pozitivne korelacije prikazane punom crtom, a negativne isprekidanom, dok su jače 

veze označene debljim i tamnijim bridovima (vrijednosti veličina bridova vidljive su 

u Tablici 1.). Mreža je vizualizirana Fruchterman-Reingoldovim algoritmom koji

smješta jače povezane čvorove bliže jedan drugomu (Fruchterman i Reingold, 1991).
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Slika 1.  

Mrežna struktura čestica Skale depresivnosti, anksioznosti i stresa (N = 1016) 

 

Napomene: 

Depr1: Uopće nisam mogao/la doživjeti neki 

pozitivan osjećaj. 

Depr2: Bilo mi je teško započeti aktivnosti. 

Depr3: Osjetio/la sam kao da se nemam čemu 

radovati. 

Depr4: Bio/la sam potišten/a i tužan/na. 

Depr5: Ništa me nije moglo oduševiti. 

Depr6: Osjetio/la sam da ne vrijedim mnogo 

kao osoba. 

Depr7: Osjetio/la sam kao da život nema smisla. 

Anx1: Sušila su mi se usta. 

Anx2: Doživio/la sam teškoće s disanjem (npr. 

ubrzano disanje, gubitak daha bez 

fizičkoga napora). 

Anx3: Doživljavao/la sam drhtanje (npr. u 

rukama).  

Anx4: Zabrinjavale su me situacije u kojima bih 

mogao/la paničariti ili se osramotiti. 

 

Anx5: Osjetio/la sam da sam blizu panici. 

Anx6: Bio/la sam svjestan/na rada svoga srca 

bez fizičkoga napora (npr. osjećaj 

preskakanja i ubrzanoga rada srca). 

Anx7: Bio/la sam uplašen/a bez opravdanoga 

razloga. 

Stres1: Bilo mi je teško smiriti se. 

Stres2: Bio/la sam sklon/a pretjeranim 

reakcijama na događaje. 

Stres3: Osjećao/la sam se jako nervozno. 

Stres4: Osjetio/la sam da postajem uznemiren/a. 

Stres5: Bilo mi je teško opustiti se. 

Stres6: Nisam podnosio/la da me išta ometa u 

onome što sam radio/la. 

Stres7: Događalo mi se da sam bio/la prilično  

osjetljiv/a. 

 

Na Slici 2. prikazan je graf s mjerama centralnosti čvorova. Budući da je, kako 

će kasnije biti demonstrirano, očekivani utjecaj najstabilnija od mjera centralnosti te 
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se preporučuje njezino korištenje kada mreža sadrži negativne bridove, najviše 

smisla  ima  promatrati  njezine  veličine  prilikom interpretacije centralnosti čvorova.  

Slika 2.  

Mjere centralnosti čestica Skale depresivnosti, anksioznosti i stresa (N = 1016) 
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Iz grafa je vidljivo da najveći očekivani utjecaj imaju treća čestica depresivnosti 
(Osjetio/la sam kao da se nemam čemu radovati), peta čestica anksioznosti (Osjetio/la 
sam da sam blizu panici) i treća čestica stresa (Osjećao/la sam se jako nervozno), dok 
su najmanje centralne prva čestica anksioznosti (Sušila su mi se usta) i šesta čestica 
stresa (Nisam podnosio/la da me išta ometa u onome što sam radio/la). Čvorovi koji u 
mreži zauzimaju središnji položaj predstavljaju potencijalno važne točke za planiranje 
intervencija – budući da je riječ o simptomima koji su najsnažnije povezani s 
preostalim simptomima, pretpostavka je da će upravo razrješenje tih simptoma 
„deaktivirati“ mrežu i vratiti pojedinca u stanje psihičkoga zdravlja (Beard i sur., 2016).  

Prilikom primjene algoritma spinglass najstabilnijim se pokazalo rješenje na 
Slici 3. Ono ukazuje na postojanje triju različitih klastera1 koji sadržajno odgovaraju 
trima komponentama koje bi upitnik trebao mjeriti. Takvo rješenje predstavlja 
svojevrsni dokaz u prilog valjanosti samoga upitnika, odnosno upućuje na to da je 
riječ o trima međusobno distinktivnim konstruktima.  

Slika 3.  

Klasteri čestica upitnika DASS-21 dobiveni na temelju algoritma spinglass (N = 1016) 

 

Konačno, provedene su analize stabilnosti dobivenih rezultata te je na Slici 4. 

prikazana stabilnost bridova, dok je na Slici 5. vidljiva stabilnost mjera centralnosti.  

                                                 
1 Kako bi se omogućila provjera centralnosti s obzirom na klastere simptoma, razvijene su i 

mjere premosne centralnosti (engl. bridge centrality; za detalje v. Jones i sur., 2019), odnosno 

na temelju njih moguće je izračunati koji je čvor iz jednoga klastera najbolje povezan s 

čvorovima drugoga klastera. 
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U prikazu stabilnosti bridova radi preglednosti izostavljeni su nazivi bridova. 
Premda se veličina uzorka čini dovoljno velikom (N = 1016), odnosno omjer broja 
parametara i broja sudionika iznosi 1 : 4, na temelju rezultata metode bootstrap vidljivo 
je da su dobiveni intervali prilično široki te pokazuju izrazita preklapanja, što ukazuje 
na ograničenu stabilnost bridova. S druge strane, rezultati stabilnosti mjera centralnosti 
pokazuju zadovoljavajuću stabilnost očekivanoga utjecaja i snage čvora, čiji 
koeficijenti stabilnosti korelacije iznose .75 i .59, dok su preostale dvije mjere 
centralnosti (centralnost blizine i centralnost međusobnosti) manje stabilne (CS-
koeficijenti veličine .21 i .05). Slabija stabilnost posljednjih dviju mjera nalaz je koji se 
dobiva i u drugim istraživanjima (Beard i sur., 2016; Epskamp, Borsboom i sur., 2018; 
Santos i sur., 2018) pa se preporučuje oprez u njihovu interpretiranju. 

Slika 4.  

Bootstrap-intervali pouzdanosti procijenjenih bridova u mreži čestica upitnika DASS-21 
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Slika 5.  

Rezultati analize stabilnosti mjera centralnosti za mrežu čestica DASS-21 
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Dobiveni rezultati provedeni su na zajedničkome uzorku muškaraca i žena, 

premda je moguće da bi se izradom dviju odvojenih mreža ovisno o rodu uočile 

određene razlike u centralnosti simptoma s obzirom na rod. Sljedeći će primjer stoga 

ilustrirati još jedan statistički test koji može biti koristan prilikom analize podataka, 

a koji se odnosi na usporedbu mreža dviju različitih skupina sudionika. 

 

 

Istraživanje 2. 
 

Za razliku od prethodnoga skupa podataka koji potječe iz područja kliničke 

psihologije, ovaj će primjer prikazati skup podataka iz istraživanja u socijalnoj 

psihologiji. Riječ je o širemu istraživačkom projektu koji se bavio 

biopsihosocijalnim utjecajima seksualno eksplicitnih materijala na seksualnu 

socijalizaciju i zdravlje hrvatskih adolescenata (Milas i sur., 2020). Između ostaloga, 

u okviru projekta prikupljeni su i podaci o stavovima adolescenata prema izgledu 

vlastitoga tijela, gdje su se promatrale tri komponente – odnos adolescenata prema 

vlastitome tijelu, usvojenost društvenoga ideala o tjelesnome izgledu te samonadzor, 

odnosno okupiranost vlastitim izgledom (Ciprić i Landripet, 2017). Cilj analiza koje 

slijede bio je provjeriti mrežnu strukturu čestica koje mjere te tri komponente 

odvojeno na muškome i ženskom poduzorku te ispitati postoje li značajne razlike 

između tih dviju mreža. 

 

Metoda 

 

Sudionici 

 

Istraživanje je provedeno na panel-uzorku adolescenata, učenika drugoga 

razreda ukupno 14 riječkih srednjih škola, u šest vremenskih točaka. Podaci 

prikazani u sljedećim analizama prikupljeni su u prvome valu istraživanja, u prosincu 

2015. godine, na 1287 sudionika (od čega 59.3 % žena, n = 763), dobi između 15 i 

18 godina (M = 15.9, SD = 0.52).  

 

Mjerni instrumenti 

 

Skala zadovoljstva tjelesnim izgledom. Kako bi se ispitao odnos adolescenata 

prema vlastitome tijelu, korištena je skraćena verzija subskale izgleda koja je dio 

višedimenzionalne mjere zadovoljstva tjelesnim izgledom za adolescente i odrasle 

(Body Esteem Scale for Adolescents and Adult – Appearance subscale; Mendelson i 

sur., 2001). Slaganje s četirima česticama (Izgledam baš kao što bih želio/la, Sviđa 

mi se što vidim kada se pogledam u ogledalu, Postoje mnoge stvari koje bih 

promijenio/la u svome izgledu da mogu, Ponosan/na sam na svoje tijelo) sudionici 

su procjenjivali na skali od pet stupnjeva (1 – Uopće se ne slažem, 5 – U potpunosti 

se slažem). Viši rezultat upućivao je na veće zadovoljstvo izgledom, no skala je 
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pokazala nezadovoljavajuću pouzdanost tipa unutarnje konzistencije (Cronbachov 

alfa koeficijent iznosio je .37). 

Skala sociokulturnih stavova prema izgledu. Skraćena verzija subskale 

internalizacije iz višedimenzionalne Skale sociokulturnih stavova prema izgledu 

(Sociocultural Attitudes Toward Appearance Scale – Internalization Subscale; 

Thompson i sur., 2004) korištena je kako bi se izmjerila usvojenost društvenoga 

ideala o tjelesnome izgledu. Subskala se sastoji od četiriju čestica (Želio/la bih da 

moje tijelo izgleda poput tijela filmskih glumaca/ica i modela iz časopisa, 

Uspoređujem svoj izgled s izgledom popularnih osoba (celebrities), Želio/la bih 

izgledati poput pjevača/ica i plesača/ica u glazbenim spotovima, Želio/la bih da moje 

tijelo izgleda kao tijelo vrhunskoga sportaša/ice), a odgovor se davao na ljestvici od 

5 stupnjeva (1 – Uopće se ne slažem, 5 – U potpunosti se slažem). Veći je rezultat 

odražavao viši stupanj internalizacije društvenih ideala tjelesnoga izgleda, a 

Cronbachov alfa koeficijent iznosio je .76, što upućuje na prihvatljivu pouzdanost. 

Skala objektiviziranja tijela. Subskalom samonadzora iz višedimenzionalne 

Mjere objektiviziranja tijela za adolescente (Objectified Body Consciousness Scale 

for Adolescents – Body Surveillance subscale; Lindberg i sur., 2006) nastojalo se 

izmjeriti opterećenost adolescenata svojim izgledom uz pomoć četiriju čestica na 

kojima su trebali procijeniti koliko često: (i) uspoređuju svoj izgled s izgledom 

drugih; (ii) razmišljaju kako izgledaju tijekom dana; (iii) brinu izgledaju li dobro u 

svojoj odjeći; i (iv) brinu kako izgledaju drugim ljudima. Pritom se odgovor davao 

na skali od četiri stupnja (1 – Nikad, 4 – Često), a veći je rezultat odražavao veću 

opterećenost izgledom. Mjera se pokazala prihvatljivo pouzdanom (Cronbachov alfa 

koeficijent iznosio je .78). 

 

Usporedba mreža 

 

Kako bismo usporedili mrežnu strukturu triju komponenata stavova prema 

izgledu vlastitoga tijela između adolescenata i adolescentica, korišten je Test 

usporedbe mreža (engl. Network Comparison Test, NCT; Van Borkulo, 2019). Tim 

se testom ispituju tri mjere invarijantnosti mreže između dviju grupa – (a) 

invarijantna mrežna struktura, (b) invarijantna snaga bridova i (c) invarijantna 

globalna snaga mreže (Santos i sur., 2018). Kako bi se utvrdilo je li mrežna struktura 

invarijantna, prvo se procjenjuje mrežna struktura dviju grupa na opaženim 

podacima te se računa statistička vrijednost M koja predstavlja najveću razliku 

apsolutnih veličina ekvivalentnih bridova između dviju mreža. U drugome se koraku 

toga postupka grupna pripadnost ponavljano i nasumično dodjeljuje pojedinim 

ispitanicima i ista statistička vrijednost računa se na tako dobivenim permutacijama, 

što rezultira distribucijom koja omogućuje testiranje statističke značajnosti 

opaženoga testa (Van Borkulo i sur., 2016). Ako se taj test pokaže statistički 

značajnim, mogu se izračunati i post-hoc testovi korištenjem Holm-Bonferronijeve 

korekcije za višestruka testiranja, kako bi se istražili specifični bridovi koji se 
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razlikuju u dvjema mrežama (Fried i sur., 2018). Konačno, test invarijantnosti 

globalne snage mreže testira imaju li mreže, premda se možda i razlikuju u strukturi, 

jednaku snagu, odnosno podjednaku sumu apsolutnih vrijednosti svih bridova (Van 

Borkulo i sur., 2016). 

 

Rezultati i rasprava 

 

Budući da su čestice odmjerene na različitim ljestvicama te su se stoga 

razlikovale u varijabilitetu, one su prije procjene mreže standardizirane. Na Slici 6. 

vizualizirane su mreže stavova o izgledu vlastitoga tijela za adolescente i 

adolescentice. Pri vizualizaciji svake od njih prvotno je korišten Fruchterman-

Reingoldov algoritam, no u konačnome je prikazu primijenjen uprosječeni raspored 

čvorova prve i druge mreže kako bi se olakšala njihova usporedba.  

Rezultati Testa usporedbe mreža pokazuju da se mreže adolescenata i 

adolescentica ne razlikuju prema ukupnoj snazi bridova (S = 0.07; p = .78), no postoji 

statistički značajna razlika u njihovoj strukturi (M = 0.17; p = .04), što znači da 

bridovi tih dviju mreža nisu posve jednaki. Ipak, budući da taj test, uz dovoljno 

statističke snage, može ukazati na statistički značajno razlikovanje mreža čak i ako 

se one razlikuju samo u jednome bridu (Fried i sur., 2018), provedeno je i post-hoc 

testiranje za usporedbu pojedinačnih bridova. Ono je pokazalo da se te dvije mreže 

uistinu značajno razlikuju samo u jednome bridu, i to onome između prve (Želio/la 

bih da moje tijelo izgleda poput tijela filmskih glumaca/ica i modela iz časopisa) i 

četvrte čestice subskale internalizacije (Želio/la bih da moje tijelo izgleda kao tijelo 

vrhunskoga sportaša/ice), u smjeru veće povezanosti tih dviju čestica u mreži 

adolescenata. Konačno, klasterizacija mreže pomoću algoritma spinglass ukazala je 

na grupiranje čestica u istim trima klasterima u objema mrežama – riječ je o 

klasterima koji sadržajno odgovaraju trima komponentama (izgled, internalizacija, 

nadzor), s iznimkom treće čestice subskale izgleda (Postoje mnoge stvari koje bih 

promijenio/la u svome izgledu da mogu) koja se u objema mrežama pripojila klasteru 

čestica nadzora (uzmemo li u obzir nisku pouzdanost subskale izgleda, taj nalaz nije 

iznenađujući). Iz svega navedenoga možemo zaključiti da su dvije mreže uvelike 

slične te da struktura komponenata stava o izgledu vlastitoga tijela ne pokazuje 

supstancijalne razlike s obzirom na rod. 

 

Ograničenja 

 

Konačno, potrebno je istaknuti i određena ograničenja mrežne analize kao 

metode. Mrežna analiza može se usporediti s nizom povezanih multiplih regresijskih 

modela gdje se svaki čvor predviđa na temelju svih preostalih čvorova. Stoga ona 

može poslužiti otkrivanju potencijalnih medijacijskih efekata identifikacijom 

čvorova koji su povezani indirektno putem zajedničkoga čvora (Epskamp i Fried, 

2018). Međutim, prilikom procjene samih bridova mreže dolazi do problema pojave 

lažno  pozitivnih  bridova.  Kao alternativa testiranju  statističke  značajnosti bridova,  
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Slika 6.  

Mrežna struktura komponenti stavova prema vlastitome tijelu na muškome (n = 524) i 

ženskom poduzorku (n = 763) 

 

Legenda: 

Izgled1: Izgledam baš kao što bih želio/la. 

Izgled2: Sviđa mi se što vidim kada se 

pogledam u ogledalu. 

Izgled3: Postoje mnoge stvari koje bih 

promijenio/la u svome izgledu da 

mogu. 

Izgled4: Ponosan/na sam na svoje tijelo. 

Intern1: Želio/la bih da moje tijelo izgleda poput 

tijela filmskih glumaca/ica i modela iz 

časopisa. 

Intern2: Uspoređujem svoj izgled s izgledom 

popularnih osoba (celebrities). 

 

Intern3: Želio/la bih izgledati poput pjevača/ica 

i plesača/ica u glazbenim spotovima. 

Intern4:  Želio/la bih da moje tijelo izgleda kao 

tijelo vrhunskoga sportaša/ice. 

Nadzor1: Često uspoređujem svoj izgled s 

                 izgledom drugih. 

Nadzor2: Često razmišljam kako izgledam  

                 tijekom dana. 

Nadzor3: Često brinem izgledam li dobro u  

                 svojoj odjeći. 

Nadzor4: Često brinem kako izgledam drugim  

                 ljudima. 
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koje uvodi problem višestrukoga testiranja (odnosno pada statističke snage u slučaju 

korištenja korekcija; Epskamp i Fried, 2018), česta je uporaba regularizacije LASSO. 

Epskamp, Kruis i sur. (2017) upozoravaju na to da ona počiva na pretpostavci da je 

stvarna struktura mreže prorijeđena pa procjena parametara korištenjem 

regularizacije posljedično može rezultirati lažno negativnim bridovima, odnosno 

isključiti iz mreže bridove koji zapravo postoje. Stoga je potrebna određena doza 

opreza prilikom donošenja zaključaka na temelju tako procijenjenih mreža. 

Nadalje, za razliku od analize socijalnih mreža (engl. social network analysis), 

gdje bridovi predstavljaju veze između entiteta koje su unaprijed poznate i opažljive 

(Epskamp i Fried, 2018), ovdje je riječ o parametrima modela koje je potrebno 

procijeniti. Postojeće su mjere centralnosti ponajprije razvijene za socijalne mreže i 

ondje je njihova upotreba puno jasnija i jednoznačnija – primjerice, u mreži 

poznanstava čvor koji ima najveći stupanj bit će osoba koja poznaje najviše ljudi. U 

slučaju analize psiholoških mreža sve se više postavlja pitanje značenja i prikladnosti 

korištenja tih mjera (vidi Bringmann, 2016; Bringmann i sur., 2019; Epskamp, 

2017). Primjerice, nije posve jasno mogu li bridovi u psihološkim mrežama 

reprezentirati protok informacija kroz mrežu. Također, za razliku od socijalnih 

mreža, gdje su čvorovi potpuno nepreklapajući entiteti, kada kao čvorove u 

psihološkim mrežama koristimo čestice upitnika, nerijetko nailazimo na problem 

njihove multikolinearnosti, što dovodi u pitanje značenje njihove centralnosti. 

Konačno, mjere centralnosti blizine i centralnosti međusobnosti, kako je 

demonstrirano i u ovome radu, karakterizira izrazito slaba stabilnost, stoga se 

preporučuje izbjegavanje njihova korištenja (Bringmann i sur., 2019). 

Kada je riječ o stabilnosti dobivene mreže, zadovoljavajući pokazatelji 

stabilnosti upućuju na veću vjerojatnost repliciranja rezultata na drugim, sličnim 

uzorcima. Međutim, ne treba zaboraviti da nam takve analize ne govore ništa o 

pitanju repliciranja dobivene mrežne strukture na uzorcima značajno različitima od 

našega, primjerice, u drugim kulturama. 

Zaključno, mrežni su modeli nastali kao alternativa modelima latentnih 

varijabli, s ciljem pružanja nove perspektive. Ipak, kako navodi Molenaar (2010), 

mrežni su modeli u nekim slučajevima statistički ekvivalentni modelima latentnih 

varijabli te stoga možda i ne uvode toliko veliku novost koliko se predstavlja. 

 

 

Zaključak 

 

Mrežni je pristup relativno nova paradigma i tek pronalazi svoju primjenu u 

različitim područjima psihologije. Svrha je ovoga rada bila pružiti pregled osnovnih 

metoda mrežne analize i njihove primjene na različitim podacima, kako bi se uvidio 

njezin potencijalni značaj za buduća psihologijska istraživanja. U Istraživanju 1. 

pružili smo uvid u procjenu parametara mreže, mjere centralnosti, identifikaciju 

klastera te parametre stabilnosti rezultata na stvarnim podacima iz područja kliničke 
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psihologije. S druge strane, u Istraživanju 2. detaljnije je pojašnjen test za usporedbu 

mreža dviju skupina na podacima iz područja socijalne psihologije. Iako se 

metodologija mrežne analize intenzivno razvija i nadograđuje, nadamo se da će ovaj 

rad poslužiti za uvodno snalaženje i bolje razumijevanje radova koji koriste tu 

metodologiju. 
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Application of the Network Analysis in Psychological Research 
 

Abstract 
 

The network approach represents a novel paradigm for exploring relations between psychological 

constructs and observable variables. According to this approach, variables form an autonomous 

dynamical system; the psychological construct is therefore not viewed as their common cause, but 

a result of their complex interactions. From an analytical point of view, this approach is based on 

network analysis — a set of procedures which models variables as nodes connected by a set of edges. 

This paper presents an overview of network analytical procedures. In other words, it offers a brief 

explanation of the methods, as well as their practical application in two separate datasets. The first 

dataset represents data on DASS-21 (N = 1016) and it serves to demonstrate network estimation, 

centrality measures calculation, community detection and network stability analyses. According to 

the results, the highest centrality was obtained for the depression item I felt that I had nothing to look 

forward to, anxiety item I felt I was close to panic, and stress item I felt that 1 was using a lot of 

nervous energy. As expected, nodes were grouped into three clusters, namely Depression, Anxiety 

and Stress. Stability analyses demonstrated limited stability of edge strength, while the stability of 

node centrality depended on the measure used. In the second dataset, which represents data on 

adolescents' attitudes towards one's body appearance, the Network Comparison Test was 

demonstrated by comparing male (n = 524) and female (n = 763) networks. Results showed that the 

two networks do not differ substantially.   
 

Keywords: network approach, network analysis, nodes, edges, centrality measures 

Primljeno: 15. 2. 2020. 

  



Lonza, A.: 

Primjena mrežne analize u psihologiji 

585 

PRILOG 
 

R-skripta – mrežna analiza 
 

library(bootnet) #network stability 

library(qgraph) #network analysis 

library(igraph) #network analysis 

library(foreign) #read SPSS data  

library(NetworkComparisonTest) #network comparison 

library(openxlsx) #data export 

 

#STUDY1 

 

dataDASS <- read.spss("DASS.sav",  

          to.data.frame = TRUE) 

 

corrDASS <- cor_auto(dataDASS) 

 

graphDASS <- estimateNetwork(dataDASS,  

           default = "EBICglasso", 

           labels = colnames(dataDASS),  

           tuning = 0.5) 

#Centrality plot 

centralityPlot(graphDASS,  

include = "all") 

 

#Edge weights table export 

write.xlsx(graphDASS$graph,  

file = "Edges.xlsx") 

 

#Figure 

dev.new() 

pdf("DASS_network.pdf",  

      width = 20,  

      height = 20, 

      paper = "a4r") 

plotDASS <- plot(graphDASS, 

               layout = "spring", 

               legend.cex = 0.5, 

               theme = "gray", 

               border.width = 2,  

               vsize = 6,  

               border.color = '#555555',  

               color = "#EEEEEE") 

dev.off() 
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#Community detection (spinglass)2 

qgraphDASS <- qgraph(corrDASS,  

           sampleSize = nrow(dataDASS),  

           graph = "glasso",  

           layout = "spring",  

           tuning = 0.5) 

igraphDASS <- as.igraph(qgraphDASS,  

             attributes = TRUE) 

spinglassDASS <- spinglass.community(igraphDASS)  

 

#Edge stability 

 

edgeStabilityDASS <- bootnet(graphDASS,  

        nBoots = 5000,  

        nCores = 3) 

plot(edgeStabilityDASS,  

       order = "sample", 

       labels = TRUE,  

       mar = c(1,1,1,1), 

       sampleColor = '#555555') 

 

#Centrality stability 

centralityStabilityDASS <- bootnet(data = graphDASS,  

                type = "case", 

                nBoots = 5000,  

                nCores = 3,  

                verbose = TRUE, 

                statistics = c("strength",  

"closeness", "betweenness",  

"expectedInfluence")) 

plot(centralityStabilityDASS,  

       statistics = c("strength", "closeness", "betweenness",  

       "expectedInfluence"), 

       plot = "area") 

 

  

                                                 
2 Iz koda je izostavljen algoritam koji iterativno provodi analizu kroz 1000 iteracija kako bi se dobilo 

najstabilnije rješenje. Algoritam je razvila autorica rada i nije dio standardnih paketa, a na upit se može 

dobiti od autorice. 
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#STUDY2 
 

data_orig <- read.spss("Stavovi.sav",  

        to.data.frame = TRUE) 

dataM <- data_orig[data_orig$gender == 1,  

    c(2:13)] 

dataF <- data_orig[data_orig$gender == 2,  

    c(2:13)] 

 

graphM <- estimateNetwork(dataM,  

    default = "EBICglasso", 

    labels = colnames(dataM),  

     tuning = 0.5) 

graphF <- estimateNetwork(dataF,  

   default = "EBICglasso", 

   labels = colnames(dataF),  

   tuning = 0.5) 

 

#Figure 

dev.new() 

pdf("Stavovi.pdf",  

       width = 20,  

       height = 20, 

       paper = "a4r") 

par(mfrow=c(1,2)) 

averageLayout <- averageLayout(graphM, graphF) 

plotM <- plot(graphM, 

        layout = averageLayout, 

        legend.cex = 0.5, 

        title = "Muškarci", 

        title.cex = 1.5, 

        theme = "gray", 

        border.width = 2,  

        vsize = 6,  

        border.color = '#555555',  

        color = "#EEEEEE") 

plotF <- plot(graphF, 

       layout = averageLayout, 

       legend.cex = 0.5, 

       title = "Žene", 

       title.cex = 1.5, 

       theme = "gray", 

       border.width = 2,  

       vsize = 6,  

       border.color = '#555555',  

       color = "#EEEEEE") 

dev.off() 
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#Network Comparison Test 

comparison <- NCT(graphM,  

     graphF,  

     it = 1000,  

     test.edges = TRUE,  

     edges = "all",  

     p.adjust.methods = "holm") 

comparison 




